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Resumen

La inteligencia artificial, y en particular los modelos de lenguaje de gran tamaño (Large Language
Models, LLM), están adquiriendo un papel cada vez más relevante en múltiples sectores de la so-
ciedad. Desde el desarrollo de chatbots personalizados hasta la automatización de tareas complejas
en entornos profesionales, estas tecnologías están transformando la forma en que interactuamos
con la información.

Mis líneas de investigación se han centrado en el estudio de los LLMs y en el desarrollo e
implementación de una aplicación basada en esta tecnología. Dicha aplicación permite, por un
lado, la generación automática de fichas resumen a partir de convocatorias y sus bases reguladoras,
y por otro, la incorporación de un chatbot personalizado, capaz de responder de manera precisa a
cualquier consulta realizada sobre el contenido de un documento.

El principal desafío en el desarrollo de esta aplicación ha sido garantizar la privacidad de la
información proporcionada por el usuario, mediante su ejecución en un entorno local, sin compro-
meter el rendimiento ni los tiempos de respuesta [1].

Este desafío ha implicado la necesidad de llevar a cabo un estudio detallado de todo el proceso
de generación de respuestas, desde la selección y evaluación del modelo de cálculo de embeddings
hasta la elección del LLM más adecuado, considerando criterios de precisión, eficiencia y ejecución
local.

El primer paso del flujo del programa —y en el que se centrará esta ponencia— consiste
en la transformación del documento seleccionado en una representación matemática, mediante el
cálculo de sus vectores de embeddings. Esta representación vectorial es fundamental para que el
modelo pueda recuperar información relevante y generar respuestas precisas.

Para llevar a cabo este proceso, el documento debe ser fragmentado en secciones más pe-
queñas, sobre las cuales se aplica un modelo de embedding capaz de reducir la dimensionalidad y
generar un vector representativo para cada fragmento [2] . Esta representación permite que frag-
mentos con contenido semántico similar estén asociados a vectores cercanos en el espacio vectorial,
lo cual es esencial para que el modelo pueda recuperar información relevante y generar respuestas
coherentes.

Cada vez que se realiza una consulta al modelo, dicha solicitud se transforma en un vector
de embedding que permite compararla con los vectores previamente generados para los fragmentos
del documento. A partir de esta comparación, basada en la similitud de coseno, se recuperan
únicamente los fragmentos más relevantes —normalmente un número reducido— que contienen
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la información más relacionada con la consulta [3]. Este proceso no solo mejora la precisión de
las respuestas, sino que también permite reducir los costes computacionales, ya que el modelo de
lenguaje solo recibe como contexto los fragmentos más significativos, evitando procesar el docu-
mento completo.

Todo este proceso pone de manifiesto la relevancia de una representación matemática ade-
cuada del lenguaje como base fundamental para obtener resultados precisos y eficientes en tareas
de procesamiento de lenguaje natural.
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